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요 약

최근 잠수함 체계에 있어서 미래 첨단 기술 기반의 전투성능 극대화를 위하여 잠수함용 지능형 임무지원시스템

통합 자동화 기술에 대한 연구가 활발히 진행되고 있다. 특히, 잠수함 어뢰 기만 전술 고도화 기술은 적 어뢰 및

기만기 성능변화에 따른 기만전술을 연구한다. 일반적으로 어뢰의 속도는 잠수함보다 훨씬 빠르므로 긴급한 상황

이기 때문에 신속하고 정확한 계산이 필요하다. 이에, 본 논문에서는 기계학습 방법 중 하나인 강화학습 기법을

적용하여 어떤 상황에서도 대응할 수 있는 적 어뢰 기만 전술을 산출하고, 자함의 회피 침로를 선택할 수 있는

어뢰 기만 전술 알고리즘을 제안한다. 해상 환경에서 발생할 수 있는 다양한 변수에 적응할 수 있는 강화학습 알

고리즘을 적용하고, 이를 통해 해당 알고리즘의 우수성을 평가함과 동시에 실제 해양 환경에서 어뢰 기만 전술에

적용 가능성을 제시한다.

키워드 : MDP, 심층 강화학습, 어뢰 기만 전술
Key Words : MDP, Deep Reinforcement Learning, Torpedo Counter Measure Strategies

ABSTRACT

Recently, research on integrated automation technology for intelligent mission support systems for submarines

is being actively conducted in order to maximize combat performance based on future cutting-edge technologies

in the submarine system. In particular, advanced technology for submarine torpedo counter measure tactics

studies counter measure tactics according to changes in the performance of enemy torpedoes and decoy aircraft.

In general, the speed of a torpedo is much faster than that of a submarine, so quick and accurate calculations

are necessary because it is an emergency situation. Accordingly, in this paper, we apply reinforcement learning,

one of the machine learning methods, to calculate enemy torpedo counter measure tactics that can respond to

any situation and propose a torpedo counter measure tactic algorithm that can select an evasive course for the

ship. We apply a reinforcement learning algorithm that can adapt to various variables that may occur in the

maritime environment, and through this, we evaluate the excellence of the algorithm and present its

applicability to torpedo counter measure tactics in an actual maritime environment.
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Ⅰ. 서 론

해상전투에있어수상함과잠수함은중요한무기체
계이다. 수상함과잠수함은다양한무장을탑재하여임
무를수행한다. 특히, 주력무기인어뢰는적군을무력

화시키는 역할을 한다. 하지만 이러한 어뢰는 반대로
잠수함에게가장위협적인존재이기도하다. 어뢰의공
격으로부터 보호하는 어뢰대항책은 오히려 어뢰의 성

능을향상시키는기반이되었다. 어뢰의발전으로인해
잠수함에대한장거리정밀타격이가능해짐에따라주
요한 전력인 잠수함이 이 위험에 노출되었다. 따라서

다양한제약조건이존재하는상황에서제한된자원을
가지고, 잠수함에게장거리에서큰타격을입힐수있는
빠르게접근하는어뢰에대해실패없이확실한대응이

가능한자율적이고효과적인잠수함의어뢰회피전술
에대한행동을권고하는체계가필요하다. 이에어뢰에
대항할 수 있도록 기만기 체계가 탑재되었지만, 해양

환경에따른기만기의상태와자함및적어뢰의변동성
이 적중률과 효용성을 감소시키는 큰 원인이 된다.

본 논문에서는 효과적으로 기만기 제어 및 잠수함

회피침로를권고하는체계를위해인공지능을활용하
는방법을제안한다. 인공지능을활용하면기만기의효
용성을최대화하기위해최적화된기만기의발사시점

및회피침로를계산하여빠르게변화하는환경에적응
하고지속적인대응전술을수립하여자함이생존할수
있도록한다. 한편, 어뢰기만이실패하여도자함이최

적회피침로를산출하여어뢰를회피할수있도록보조
한다. [그림 1]은 어뢰 기만 전술의 개념을 설명하는
그림으로, 기만기 발사 시 어뢰의 표적이 잠수함에서

기만기로 바뀌어 어뢰가기만기를 추적하고 잠수함은
기만기의 반대 방향으로 기동하여 잠수함이 생존하는
모습을나타낸다[1]. 본논문에서는사용할인공지능으

로 강화학습을 택하여, 강화학습의 알고리즘인 Deep

Q-Network (DQN)을접목시켜효율적인어뢰기만전
술을 제안한다.

본논문은 2장에서어뢰기만전술에대해서술한다.

3장에서는강화학습에대한기본개념을소개하고잠수
함의생존율을높이기위한최적기만전술알고리즘을

제안한다. 이어 4장에서본알고리즘의성능을평가하
고, 5장에서 결론을 맺는다.

Ⅱ. 어뢰 기만 전술

어뢰에대응하기위한잠수함의어뢰대항책에대해
많은 연구가 활발히 이루어지고 있다. 오늘날 어뢰에

대응하기위해가상시뮬레이션기반기만기성능극대
화솔루션이활발히연구되고있다[2],[3]. 전반적으로는
어뢰에대한잠수함의회피시뮬레이션에대한연구가

많다. 기만기는 어뢰를 유도하여 잠수함이 회피할 수
있는시간을증가시켜잠수함이생존할수있도록하는
장치이다. 어뢰회피가어려운상황에서잠수함은회피

기동이불가능하다고판단되면기만기를발사한다. 이
때, 기만기는소음을발생시켜어뢰가잠수함대신기만
기쪽으로향하여폭발하도록유도한다. 기만기의종류

에는부유식기만기(Hovering Decoy)와자항식기만기
(Mobile Decoy)로 두 가지가 있다[4].

부유식 기만기(Hovering Decoy)는 움직이지 않는

기만기이다. 부유식기만기는수중의일정한위치를유
지하면서고정된상태로어뢰를기만하는역할을한다.

이는일정한위치에서운용되기때문에복수개의기만

기를 동시에 운용하기도 한다.

자항식 기만기(Mobile Decoy)는 부유식 기만기와
달리이동하는기만기이다. 이는들어오는어뢰의방위

에수직인경로에서발사되도록 Modeling 되었다. 자항
식기만기는잡음신호를생성하는기능과어뢰의위치
를감지하여표적신호를모의하는기능이있다. 이는

부유식기만기의단점을보완하여자함의생존성을더
높이게되었다. 한연구에따르면, 기만기는잠수함에서
10,000m 떨어진위치까지 17노트의일정한속도로이

동이 가능하다[5].

기존어뢰기만전술에관한연구는앞서말한바와
같이시뮬레이션을이용한연구가많다. 성균관대학교

에서는 Discrete Event System Specification (DEVS)

시뮬레이션 시스템을 통해 기만기가 접근하는 어뢰를
그림 1. 어뢰 기만 전술의 개략도
Fig. 1. Schematic diagram of torpedo deception tactics
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기만하는 데까지 걸리는 대응시간으로 측정하여 어뢰
기만을성공시키기위해필요한조건들을찾아낸다. 대
만 Shih Chien 대학에서는시뮬레이션과 Evolutionary

알고리즘을통해기만기를사용한전술의성공률을측
정한다. 이는주어진기준에따라여러번의변이를통
해진화된최적행동집합이나오도록한다. 해군사관학

교에서는 Monte-Carlo 시뮬레이션을통해어뢰회피전
술체계의효과도를분석한다. 이전술은여러번의시
뮬레이션을진행하여나온결과들을통해잠수함생존

율을 극대화시키는 요소를 확인하고 이를 최우선으로
행동하는 방식이다.

[표 1]은기존어뢰기만전술과본논문에서사용할

강화학습을적용한알고리즘을비교한것을나타낸다.

현재어뢰기만전술은부유식기만기와자항식기만기
를복합적으로사용하여시뮬레이션을통한전술을사

용하고있다. 그러나이러한솔루션은기만기의성능을
높여어뢰에대응하는방법이므로, 이는어뢰를향상시
키는 밑거름이 된다. 따라서 기만기의 성능을 높이면,

당장은어뢰에대응할수있을지모르지만, 어느순간
어뢰의성능이향상될가능성은여전히존재한다. 따라
서어뢰의성능이지속적으로향상되어도이에실시간

으로신속하게대응가능한알고리즘이필요하다. 또한,

Monte-Carlo시뮬레이션의경우그전까지대응하지못
했던선유도중어뢰에대해서도대응이가능했으나, 학

습시불안정한경우가생길수있다. 이문제를해결하
기위해기계학습의한종류인강화학습중인공신경망
을 활용한 알고리즘은 좋은 방안이 된다.

Ⅲ. 강화학습 개요

3.1 강화학습과 MDP 
강화학습(Reinforcement Learning)은 기계학습의

한유형으로, 정적인데이터셋에의존하지않고동적인
환경에서작동하며수집된경험을통해학습하는점에

서 지도학습(Supervised Learning) 및 비지도학습
(Unsupervised Learning)과는 차이가 있다[6]. 이를 통
해 강화학습은 지도학습과 비지도학습에서 중요한 과

정인데이터수집, 처리및 Labeling 과정이필요없다
는장점이있다. 강화학습에서경험은에이전트(Agent)

가주어진 환경(Environment)에서상호작용하고시행

착오과정을통해얻어진다. 에이전트는결정을내리고
행동하는주체로서이러한경험을통해학습한다. 에이
전트는 현재 상태(State)를 기반으로 자신의 행동

(Action)을선택하고, 그행동으로인해주어진환경으
로부터얻는보상(Reward)을통해다음상태로진행한
다. 에이전트는이러한과정을반복함으로써, 보상을통

해스스로학습하고최적의정책(Policy)을찾는다. 이
렇듯결정을시간순서대로연속적으로내려야하는문
제를순차적의사결정(Sequential Decision Making) 문

제라고 한다[7]. 또한, 정책(Policy)은 에이전트의 현재
상태를입력으로받아해당상태에서에이전트가어떤
행동을수행할지결정하는함수이다. 에이전트는자신

의정책에따라행동을선택하기때문에, 최고의보상을
얻기 위해 최적의 정책을 학습하는 것이 필수적이다.

강화학습은순차적의사결정문제를해결하기위한

방법으로, 마르코프 결정 프로세스(Markov Decision

Process, MDP)를통해수학적으로다양한상태와행동
을가지는시스템의문제를모델링할수있다[8]. MDP

는 “미래는오로지현재에의해결정된다”는마르코프
성질(Markov Property)을따른다. 이를기반으로하여
식 (1)과 같이 구성된다.

MDP ≡ (S, A, P, R, g) (1)

여기서 S는상태(State), A는행동(Action), P는전이
확률 행렬(Transition Probability Matrix), R은 보상
(Reward), g는감쇠인자(Discount Factor)이다. 상태

집합 (S)은에이전트인잠수함이주어진해상환경에서
가능한상태들을모두모아놓은집합으로 3장에서자
세히정의한다. 행동집합 (A)은에이전트인잠수함이

해당환경에서취할수있는모든행동을포함하는집합
이다. 본논문에서는에이전트인잠수함의행동집합은
어뢰를피하기위한회피기동과기만기제어로구성되

어있다. 전이확률행렬 (P)는현재상태에서다음상태

어뢰 기만 전술 방법 방식

DEVS 시뮬레이션 시뮬레이션을 통해 어뢰 기만 대응시간 측정하여 기만 성공 요소 탐색

Evolutionary 알고리즘 시뮬레이션 기반 여러 번의 변이를 통해 진화된 최적 행동 집합 탐색

Monte-Carlo 시뮬레이션 시뮬레이션 기반 회피전술 효과도 분석 및 잠수함 생존율 극대화 요소 파악

인공신경망 기반 강화학습 인공신경망 기반 실시간으로 상황 분석 및 최적의 행동 제시

표 1. 기존 어뢰 기만 전술 및 제안한 어뢰 기만 전술 비교
Table 1. Comparison of existing torpedo deception tactics and proposed torpedo deception tactics
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로 도착할 확률을 가리킨다. 즉, 특정 상태 s에 있을
경우, 에이전트가 특정 행동을 취함으로써 다음 상태
(s´)로전이될확률을나타낸다. 보상 (R)은어떤상태

s에도착했을때받게되는값을의미한다. 이를수식으
로표현하면식 (2)와같다. 여기서, Rt, St는각각 t 시점
에서의 보상과 상태를 나타낸다.

(2)

감쇠인자(g)는미래에얻을보상에비해당장얻는
보상을얼마나더중요하게여길것인지나타내는요소

로, 0에서 1사이의값으로설정된다. 감쇠인자는에피

소드를 진행하면서 지속적으로 곱해지는 가중치이다.

따라서가중치의값이 0에가까울수록미래에대한보
상이 0으로 수렴하는 속도가 빨라진다. 다시 말하면,

g 값이 0에가까울수록현재상태에얻을수있는보상
에더중점을두며 1에가까울수록미래보상에더큰
가중치를 두고 행동하는 에이전트가 된다.

위내용을통해, 리턴(Return, Gt)이라는보상의확장
된개념을이해할수있다. 리턴은특정시간 t 이후의
미래에대한가중치값이곱해져서, 감쇠된보상의합으

로정의된다. 이것은식 (3)과같이계산된다. 강화학습
에서의목표는모든에이전트가누적보상의합인리턴
을 최대화하기 위한 것을 알아야 한다.

(3)

앞서언급한대로감쇠인자(g )는 0과 1 사이의값을
가진다. 따라서이러한 g의제약은미래에가까워질수
록 g를계속곱해주기때문에미래에받을보상은 0에
가까워지게된다. 이를통해미래에얻을보상및현재
얻는보상의가중치를조절할수있다. 한편, g가 0과

1 사이값이기때문에리턴이무한대로발산하는것을
방지한다. 만약 g값이 1보다크면리턴이무한으로발
산할수있어서리턴들간의비교가어려워지고, 학습이

원활하게 진행되지 않을 수 있다. 그래서 항상 g값을
1보다 작게 설정하여 리턴이 수렴하도록 할 수 있다.

즉, 감쇠 인자는 수학적 안전장치의 역할을 한다.

한편, 리턴은에이전트의정책함수 (p)에의해결정
된다. 정책함수는각상태에서어떤액션을선택할지
정해주는함수이다. 즉, 특정상태 s에서에이전트가취
할 행동 a를 정해주는 함수이며, 이는 식 (4)와 같다.

여기서, At는 t 시점에서의 행동을 나타낸다.

(4)

에이전트는 환경 내에서 보상 값에 따라 학습하며,

최종적으로 보상을 최대화하기 위한 방향으로 학습한

다. 이과정에서정책을수정해나가며최종적으로리턴
의기댓값을최대화하는최적정책 (p*)을학습하게된
다. 이를위해보상을최대화할수있는행동을선택하

려면각상태의가치를계산해야한다. 가치는식 (5)의
벨만최적방정식(Bellman Optimally Equation)을통
해 계산된다[9].

(5)

여기서 는상태-액션가치함수로, 현재상

태 st에서취할수있는행동 at의가치를평가하는함수
이며, 일반적으로 Q 가치(Q-Value)로표현된다. Q 가
치함수에서는상태 s와행동 a가입력으로동시에들어
가게된다. Q가치함수에서는수식처럼상태와행동을
모두고려하는데, 이는상태에따라에이전트가선택한
액션의결과가달라지기때문이다. 즉, 동일한행동 a를
선택했어도, 에이전트가있는상태가 s인지 s´인지에따
라달라진다는것이다. 이때, 에이전트는벨만최적방
정식의최대연산자를이용하여정책을기반으로 Q가

치를최대화하는가장높은보상을얻을수있는방향으
로행동을선택하게된다. 그러므로학습이반복되면서
최적의가치를가지는식 (6)의최적정책을발견할수

있다.

(6)

이와같은방식의강화학습은효과적으로순차적의
사결정문제를해결할수있는방법이다. 일반적으로순
차적의사결정문제를다루는강화학습의대표적인방

법은동적계획법(Dynamic Programming)이다[10]. 동적
계획법은임의로초기화된가치값을보다실제값으로
근사화하기 위해 벨만 방정식을 반복적으로 사용하는

방법이다. 하지만동적계획법은 Pseudo-Polynomial의
연산복잡도를가지기때문에비교적간단한상태정보
를가진문제만해결할수있으며복잡하고상태정보가

많은실제환경과유사한문제를다루기에는적합하지
않다[11]. 이같은문제를해결하기위해본논문에서는
Q-Learning을 소개한다.

3.2 Monte-Carlo
Monte-Carlo (MC)는특정 MDP에서가치를측정하
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는강화학습알고리즘이다. 이는 ‘직접측정하기어려
운통계량에대해여러차례샘플을추출하여해당값을
추측하는기술’이다. 이는여러번의리턴계산을통해

얻은평균값이실제가치에수렴할것이라는원리를활
용한것이다. 즉, 대수의법칙(Law of Large Numbers)

을 통해 샘플링 횟수가 증가함에 따라 에이전트는 더

많은경험을쌓아가치예측값이점점정확해진다. MC

를 통해 업데이트하는 식은 식 (7)과 같다.

(7)

MC는 에이전트가 리턴 Gt를 따라가도록 학습하여
Gt를 MC의목표(Target)라한다. MC에서에이전트는
각에피소드가끝날때마다리턴을저장한후, 값을평

균 내어 업데이트한다.

3.3 SARSA
MC는학습업데이트를수행하기위해리턴이필요

하며, 이리턴은에피소드가완료되어야얻을수있다.

따라서, MC는종료조건이명확한경우의 MDP에서만
사용할수있다. 이때, 종료조건이명확하지않은MDP

의경우는 Temporal Difference (TD) 학습을사용하여

진행한다. TD는에피소드가종료되기전에 Value 값을
업데이트한다. 이는명칭그대로, 시간적차이를활용하
여과거의추정치를업데이트하기위해미래의추정치

를 사용한다. 다시 말하면, 환경에서 에이전트가 한
Step 더 진행할 시 과거보다 더 정확하게 추정할 수
있으며, 이를 통해 학습업데이트를 수행한다. 이처럼

TD를 사용하여 Q 가치를 근사하는 알고리즘을
State-Action-Reward-State-Action (SARSA)라고 한
다. SARSA는 식(8)에 의해 업데이트가 진행된다[12].

(8)

3.4 Q-Learning
Q-Learning은 현재 상태에서 특정 행동을 취할 때

얻는보상의기댓값을학습하여최적의정책을찾아내
는방법으로 Q 가치가가장큰값을가지는행동을선

택하여문제를해결한다[13]. Q-Learning은학습을진행
할때식 (9)와같이벨만최적방정식을기반으로한다.

(9)

이때 a는학습률(Learning Rate)로학습을어느정도
빠르게 진행할지 결정하는 상수이다. 이로써
Q-Learning은현재상태 s에서행동 a를선택할때얻
을수있는보상의기댓값을출력하는 Q 가치함수를
통해 최적 정책이 결정된다.

Q-Learning은 Off-Policy 학습법에 속한다.

Off-Policy는학습에사용되는타깃정책과행동정책
이서로다른학습방법을말한다. 여기서타깃정책은
학습의대상이되는정책이며지속적인업데이트를통

해강화되는정책이다. 행동정책은실제로환경과상호
작용하여경험을쌓고있는정책을말한다. Q-Learning

에서 행동 정책에는 에이전트의 탐험(Exploration)을

위한확률값인 e을포함하고타깃정책에는 Q 가치가
높은행동만을선택하는 Greedy 정책을따르는데, 이는
벨만최적방정식에최대연산자가있고 Q-Learning이

벨만최적방정식을대상으로학습하기때문이다. 이를
통해 Q-Learning은 과거의 경험을 재사용할 수 있고,

사람의 데이터로부터 학습할 수 있다.

3.5 Deep Q-Network (DQN)
위에서 설명한 것처럼, Q-Learning은 Off-Policy를

통해 여러가지 이점을 누릴 수 있다. 그러나,

Q-Learning 알고리즘에도치명적인단점이있다. 그것

은 Q-Learning이테이블을이용한학습이라는점이다.

상태집합이굉장히커지면, 수많은상태정보들을테이
블에 담아 만들기가 힘들어지기 때문이다. 특히, 어뢰

기만전술은실제로많은상태정보가필요하기때문에
Q-Learning을직접적용하는것은어렵다. 따라서일일
이모든데이터를테이블에저장할수없기때문에인공

신경망(Neural Network)이라는새로운개념을알고리
즘에도입한다. 이처럼 Q-Learning에인공신경망을적
용하여값을 일반화하여 학습을 진행하는 알고리즘을

Deep Q-Network (DQN)이라고 한다[14], [15].

[그림 2]는본논문에서진행할실험환경을도입한
인공신경망 구조의 간단한 예시를 나타낸다. DQN은

기존강화학습과달리인공신경망을통해파라미터 q를
학습한다. 위그림에서는길이가 6인벡터를입력으로
받아 8개의출력을얻는다. 여기서가운데에있는여러

개의노드로구성된레이어들을 Hidden 레이어라고한
다. 이때, 노드는이전노드로부터들어오는값을선형
결합후 ReLU와 Sigmoid 같은비선형함수로의입력

으로 사용된다. DQN에서는 Q-Learning과 비슷하게
R + gmaxQ(s´, a´)을 타겟으로 하고, 이에 대한 손실
함수를 식 (10)과 같이 정의한다.
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(10)

파라미터 q를업데이트하는과정에서는, DQN은식

(11)과 같이 편미분을 사용하여 업데이트한다.

(11)

하지만, Q-Learning에인공신경망을도입하면샘플

들간의상관관계가생기고타겟네트워크에계산과학
습이진행되어학습의안정성이떨어지는문제가생긴
다. DQN은안정적인학습수렴을얻기위해경험재사

용(Experience Replay) 및 별도의 타겟 네트워크
(Target Network)를 활용하였다.

3.5.1 경험 재사용(Experience Replay)

경험재사용은샘플들간의상관관계를줄이기위해

나온개념이다. 이를위해 DQN에서는리플레이버퍼
(Replay Buffer)를 사용한다. 이는 버퍼에 가장 최근
데이터 n개를저장하는아이디어다. 버퍼에서특정미

니배치크기만큼데이터를무작위로뽑아모든데이터
를여러번재사용이가능해진다. 이러한무작위데이터
로학습하면데이터간의상관성이작아져서데이터효

율성이증가한다. 따라서학습이효율적으로이루어지
게 된다.

3.5.2 별도의 타겟 네트워크(Target Network)

손실 함수 L(q)의 직관적인 의미는 정답과 모델의
예측값간의차이로해석할수있다. 그래서 q는학습
하는과정에서이차이를줄이는방향으로업데이트된
다. 이때 Q-Learning에서는 타겟으로 R + gmaxQq (s´,
a´)가사용되는데, 이는 q가변함에따라같이 변하게

되어학습시안정성이떨어진다. 이를해결하기위해
DQN은타겟네트워크를별도로두었다. 이는손실함
수를계산할때네트워크의파라미터는변하지않게고

정시켜타겟값이변하지않도록하는역할을한다. 또
한일정주기마다고정시킨파라미터를최신파라미터
로 교체하여 학습의 안정성을 증가시켰다.

Ⅳ. 강화학습 기반 어뢰 기만 전술 실험 및 평가

4.1 실험 설계
본장에서는어뢰기만전술을사용할수있는상황

을만들기위해 [그림 3]의환경에서서로다른위치에
있는두어뢰가존재하는상황에서실험을진행하였다.

정사각형그리드를이용하여환경을구성하였으나, 따
로 그리드의 크기를 정해두진 않았다. 본 논문에서는
복잡한환경을 축소하여인공신경망을 통해 안정적인

학습을보장할수있는 DQN을제안한다. DQN의대조
군으로는무작위로행동을선택하는 1) Random, 테이
블 기반으로 학습을 진행하는 2) SARSA, 3)

Monte-Carlo, 그리고 Q 네트워크를 활용한 4)

Q-Learning의 4가지가있다. 다음은이와같은환경에
서구현하기위해필요한상태, 행동, 보상, e 및다른
변수들을정의함으로써실험설계에관해논의한다. 초
기 잠수함과 어뢰의 위치는 [표 2]와 같다. 기존 어뢰
기만전술에서 가장 많이 쓰였던방식은 Monte-Carlo

방식이었다. 본논문에서는기존어뢰기만전술에쓰인
Monte-Carlo 방식과집중적으로비교하여인공신경망
에기반한전술의성능이더좋다는것을확인해보았다.

한편, 실험에관한시뮬레이션을진행하는데사용했

그림 2. 인공신경망 구조
Fig. 2. Structure of artificial neural networks

그림 3. 어뢰 2개를 이용한 실험 환경
Fig. 3. Experimental environment using two torpedoes
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던컴퓨터사양및 Tool은 [표 3]과같다. 본논문에서는
AMD Ryzen 5 5600X 6-Core의프로세서와Windows

11이있는컴퓨터에서 VS Code에서 PyTorch 모듈로

해당환경을구현하여실험을진행하였다. 이때사용된
RAM의 용량은 64.0 GB이다.

초기 환경 설정 값

잠수함 위치 (6, 6)

어뢰 1 위치 (2, 4)

어뢰 2 위치 (0, 8)

표 2. 초기 실험 환경 설정
Table 2. Experimental environment setup

종류 이름

프로세서 AMD Ryzen 5 5600X 6-Core

Windows 사양 Windows 11 Education

프로그램 VS Code

모듈 PyTorch

RAM 64.0GB

표 3. 실험 환경 시뮬레이션에 쓰이는 Tool 및 컴퓨터 사양
Table 3. Tools and computer specifications used to
simulate the experimental environment

4.1.1 상태

실험은앞서말한바와같이그리드크기가정해져
있지않은상태에서진행된다. 이는잠수함이바다에서
어뢰를회피하기때문에바다라는환경은공간의제약

을줄수없을정도로넒은공간이므로그리드의크기에
제약을두지않았다. 즉, 만약시뮬레이션실행시주어
진그리드의가장왼쪽점에서에이전트가 Left 행동을

취해도에피소드가종료되지않고계속왼쪽으로어뢰
에 맞을 때까지 이동하게 설정하였다.

강화학습의에이전트인잠수함의상태정보는각단

계 t에 따라 식 (12)와 같이 정의했다.

(12)

이때 sxt, syt는현재잠수함의 x, y 좌표정보를, t1xt,

t1yt, t2xt, t2yt는각각두어뢰의 x, y 좌표정보를나타낸
다. 주어진환경에서잠수함은어뢰에서멀어지는방향
으로, 어뢰는잠수함에게가까워지는방향으로움직이
도록설정하였다. 이때, 상태전이가일어나는경우잠

수함은 1칸, 어뢰는 2칸씩움직이도록설정하여잠수함
과어뢰의속도차이를표현하였다. 이때, 어뢰의경우
상태가 바뀔 때마다 움직일 수 있는 방향이 4가지가

아닌 8가지이다. 만약어뢰와잠수함사이거리가 1칸
남았을경우, 어뢰의기동방향이 4가지라면어뢰는 2

칸씩움직이기때문에격추되어야할잠수함이생존해

있는경우가생기기때문이다. 또한, 어뢰두개가같은
좌표에 있는 경우는 두 어뢰의 깊이가 다르기 때문에
어뢰의충돌이일어나지않는것으로하였다. 이는 [그

림 4]를통해더쉽게알수있다. 각각의상태정보는
현재의에이전트가어떤상황에있는지를표현하며, 에
이전트는 이 정보를 바탕으로 행동을 선택한다.

4.1.2 행동

잠수함은어뢰의위치에따라회피기동을수행할지
아니면기만기를발사할지를선택할수있다. 이에따라
행동 집합은 식 (13)과 같이 정리할 수 있다.

(13)

어뢰위치에따라잠수함은주어진그리드환경에서
각네방향으로기동할수있다. 또한잠수함은각방향

마다발사할수있는기만기수를제한하였는데, 이는
실제기만기의수량이제한된상황에서도잠수함이오
래생존해야하는상황을표현한것이다. 초기어뢰와

잠수함의위치를고려하여각방향당기만기수는한
발로제한하였다. 기만기수량제한은보상함수로표현
하였으며, 이는다음장에서더자세히설명한다. 또한,

기만기 발사 시에 잠수함은 전에 움직인 방향 그대로
1번더기동한다. 예를들어, 잠수함이현상태에서오

그림 4. 어뢰의 방향이 8가지인 이유
Fig. 4. The reason why torpedoes have eight directions
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른쪽으로기동하였고다음상태에서기만기를위로발

사할예정이면, 다음상태에서잠수함은위로기만기를
발사함과 동시에 오른쪽으로 기동한다. [그림 5]는어
뢰, 잠수함그리고기만기의기동방향과방향크기를

나타낸다.

4.1.3 보상 함수

잠수함의효율적인회피기동경로를생성하기위해
식 (14)와같이보상함수를설계하였다. 위에서말한대

로, 기만기수량은보상함수를통해제한하였다. 따라
서보상함수는두가지경우에대해다른식을얻는다.

(14)

여기서 n은 기만기를 발사한 수량으로, 두 발 이상

발사하면 -25의보상을주어학습수렴시기만기를각
방향마다한발 이내로발사할수 있도록 제한하였다.

dt1, dt2는각각두어뢰와잠수함사이거리를나타내며,

d0는초기상황에서두어뢰와잠수함사이최소거리를
나타낸다. 주어진 환경에서

으로계산되며, 그

값은 이다. 이보상함수식은기만기를각방향마

다한발이내로발사하였을때적용한경우로, 현상태
의두어뢰와잠수함사이최소거리를 d0로나누어매

단계마다 상대적 거리로 보상을 얻게끔 설계하였다.

4.1.4 기타 실험 변수 설정

학습초기에는예측한값이불확실하기때문에충분
히학습할수있게하기위하여 e - Greedy 방법을도입
했다[15]. e - Greedy 방법은최적의행동을선택하는동
시에특정확률로무작위행동을선택함으로써새로운
정보를탐험하는방법이다. 이방법을통해강화학습에
서의 탐험(Exploration)과 활용(Exploitation) 사이의

적절한 균형을 맞출 수 있다.

DQN 알고리즘을이용하여에이전트인잠수함을학
습할 때, 인공신경망 학습 시 사용된 파라미터는 [표

4]와같다. 잠수함학습시배치크기인 32의데이터를

추출하여학습데이터로활용한다. 학습시에피소드를
100 단위로이루어지며, 감쇠인자는 0.98이고, 학습률
은 0.0005로설정하였다. 본실험에서사용한인공신경

망은 128개의 노드로 이루어진 Hidden 레이어 2개가
있는인공신경망을사용한다. 이때, 입력레이어와출력
레이어의노드수는각각 6, 8개이다. 주어진실험환경

에서학습을진행하였고, 다음장에서는해당실험환경
에서 얻은 성능평가에 대해 서술한다.

4.2 실험 결과

4.2.1 평균 보상

강화학습에서 에이전트는 리턴이라고 불리는누적

보상의합을극대화하는방향으로학습을진행한다. 따
라서에피소드별로누적보상의합이어떻게변하는지
추적함으로써해당에이전트의성능을평가할수있다.

[그림 6]은 총 10000 에피소드가 진행됨에 따라
DQN, Q-Learning, Monte-Carlo, SARSA, Random 알

파라미터 값

감쇠 인자, g 0.98

학습률, a 0.0005

초기 입실론, e 0.3

최소 입실론, emin 0.01

배치 크기 32

활성함수 ReLU

옵티마이저 Adam

표 4. 학습 시 사용된 파라미터
Table 4. Parameters used during training

그림 5. 어뢰, 잠수함, 기만기의 이동 방향 및 크기
Fig. 5. Direction and size of movement of torpedoes,
submarines, and decoys

그림 6. 각 에피소드에 따른 평균 보상 (Random, SARSA,
Q-Learning, DQN)
Fig. 6. Average rewards for each episode (Random,
SARSA, Q-Learning, DQN)
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고리즘에서의평균보상값을비교한그래프이다. DQN

의경우, 약 2000 에피소드에수렴값에도달하여에피
소드가진행됨에따라보상값의변동이적어안정적이

고 일정 값으로 수렴하는 것을 알 수 있다. 반대로,

Monte-Carlo, SARSA와 Q-Learning은보상값의변동
이 심하며 약 8000 에피소드(SARSA와 Monte-Carlo

의경우약 9000 에피소드)에수렴값에도달하는것을
알수있다. 특히 Monte-Carlo의경우기존어뢰기만
전술에사용되고있는기법임에도불구하고, Q 네트워

크에기반한강화학습보다성능이떨어지는것을알수
있다. Random의경우, 다른강화학습알고리즘과달리
보상값그래프추세가상승하지않음을확인할수있

다. 각알고리즘의 최종 수렴된값또한 DQN이가장
높은 것을 알 수 있다. [표 5]는 각 알고리즘의 최종
수렴된값을나타낸다. 잠수함이추적하는어뢰에대응

하기위해제한된수량의기만기범위내에서기만기를
발사하고효율적인회피경로로어뢰를회피할수있도
록보상함수를설계했기때문에보다높은보상값을

가진 DQN 알고리즘이 SARSA, Q-Learning보다목표
를 더욱 잘 달성했음을 알 수 있다.

알고리즘 수렴값

Random -1254.641

SARSA -1.039

Monte-Carlo (Original tactic) -0.398

Q-Learning 1.141

DQN 1.751

표 5. 최종 수렴 값 (SARSA, Q-Learning, DQN)
Table 5. Final Convergence Value (SARSA, Q-Learning,
DQN)

4.2.2 잠수함 생존율

[그림 7]은 제안한 알고리즘과 대조군인 SARSA,

Monte-Carlo, Q-Learning, Random의 잠수함의 생존
율을나타낸다. 잠수함의생존율은매에피소드마다잠
수함이격추를당했는지에대한유무를바탕으로격추

당하지않았던에피소드의수를전체에피소드의수로
나눈값으로측정하였다. [그림 7]을통해, 테이블기반
으로 학습이 이루어지는 SARSA, Q-Learning,

Monte-Carlo와 무작위하게 행동을 선택하는 Random

에비해 DQN의잠수함생존율이더높은것을알수
있다. 이는 또한 기존 어뢰 기만 전술에 쓰인

Monte-Carlo 방식보다인공신경망기반강화학습의생
존율이확실히차이나는것을알수있다. [표 6]은각
알고리즘 별 정확한 잠수함 생존율 수치를 나타낸다.

알고리즘 생존율 (%)

Random 38.30

SARSA 76.04

Monte-Carlo (Original tactic) 77.63

Q-Learning 78.09

DQN 97.22

표 6. 잠수함 생존율 비교
Table 6. Submarine survival rate

그림 7. 잠수함 생존율(Random, SARSA, Q-Learning,
DQN)
Fig. 7. Submarine survival rate (Random, SARSA,
Q-Learning, DQN)

정확한 수치를 측정한 결과, DQN은 SARSA,

Q-Learning, Monte-Carlo보다 약 18 ~ 20% 더 높은

잠수함생존율을보였다. Random과비교하였을때는
약 60% 더생존율이높았음을알수있다. 이는본논문
에서인공신경망을활용한알고리즘을잠수함어뢰기

만전술및회피기동에적용하였을때, Monte-Carlo를
적용한기존어뢰기만전술보다우수한성능을보였음
을입증한다. 이에따라, 다음장에서는시각화한그림

에 대한 비교는 DQN과 DQN의 대조군으로
Monte-Carlo보다좀더성능이좋은 Q-Learning과비
교하였다.

4.2.3 어뢰 기만 전술 기반 잠수함 기동 제어

[그림 8]과 [그림 9]는 DQN과 Q-Learning을 통해
학습하였을때나온잠수함기동의한예시를시각화한
그림을나타낸다. T는각에피소드의단계수를나타내

고, 초기환경은 T = 0으로설정하였다. 또한, 파란색
점과빨간색점은각각잠수함과어뢰를나타내며, 그
외의색깔을가진작은점은기만기를나타낸다. [그림

8]에서 DQN은기만기를두발이상기만기를발사하
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여어뢰를유도하면서회피하고잠수함의생존시간을
높여주는 모습을 나타낸다. 그러나 [그림 9]에서
Q-Learning은기만기발사에관한행동은하지않으며,

회피기동또한최적화된방향으로진행되지않고있음
을보여준다. [그림 6, 7, 8, 9]를통해제시한알고리즘

이어뢰를회피하고잠수함의생존율을높여주는데큰
영향을 미쳤음을 알 수 있다.

그림 8. DQN으로 학습한 잠수함 기동의 한 예시
Fig. 8. An example of submarine maneuver (DQN Algorithm)

그림 9. Q-learning으로 학습한 잠수함 기동의 한 예시
Fig. 9. An example of submarine maneuver (Q-learning Algorithm)
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Ⅴ. 향후 논의 방향

실제잠수함이존재하는해양환경에서는다양한변
수가존재한다. 해양환경에서는해양생물, 암초, 난류,

난파선잔해등의다양한장애물이있으며, 이는잠수함

의경로와속력에영향을미친다. 뿐만아니라, 잠수함
을공격하는어뢰또한물의장력등을고려하면어뢰가
탐지하는범위에서잠수함이벗어나는경우도생길수

있다. 이렇듯실제로는다양한현실적제약을고려해야
한다. 이는아무리복잡한환경에맞는강화학습알고리
즘을적용하여학습시현실적제약에의해수렴문제가

발생할수있다. 본논문에서는해상환경을추상화시켜
실험을 진행한것으로 인공신경망을 활용한 강화학습
의성능이가장좋은것으로나타났다. 추후에는사람에

의해판단을내리는기존어뢰기만전술에현실적제약
에영향을많이받지않는인공신경망을활용한강화학
습을적용하여신속한판단에의해잠수함의생존율을

높이는방향으로연구가진행되어야한다. 또한, 본논
문에서 진행한 실험보다 현실성 있는 환경 Setting을
통하여실전에활용가능한알고리즘을좀더고도화되

는 방향으로 연구가 진행될 필요가 있다.

Ⅵ. 결 론

본논문은두어뢰를회피하기위해잠수함의어뢰
기만 전술과 자함 회피 침로를 찾기 위한 강화학습을
기반으로하는잠수함기동방법을제안한다. 이연구에

서는어뢰와잠수함의기동할수있는칸수를다르게
하여실제어뢰의속도가잠수함보다빠르다는사실을
함께 고려하였다. 본 논문에서는 해당 문제에 다양한

강화학습알고리즘을적용하여잠수함회피기동및어
뢰 기만 전술 성능을 평가하였다. 그 결과, 일반적인
Random과비교하였을때는강화학습기반알고리즘이

우수한 성능을 보였다. 특히, SARSA, Monte-Carlo,

Q-Learning 알고리즘과 비교하여 인공신경망을 활용
한 DQN은우수한성능과안정적인성공률을보였으며,

잠수함생존비율도높은것을확인하였다. 따라서본
논문에서는기존에사용하였던 Monte-Carlo 방식과달
리 인공신경망을 이용한 강화학습 알고리즘이 우수한

성능을보였으며, 이를통해좀더복잡한실제환경에
대해서도잠수함이효율적인어뢰기만전술과회피기
동을하여어뢰에의한피해율이낮아지는데기여할것

으로 기대된다.
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